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התפלגות שיאים יומיים לפי עונות
2022-2024

Presenter Notes
Presentation Notes
התפלגות השיאים היומית מציגה מספר תופעות:
עונתיות ונטיית שיאים  
איי ביקושים גבוהים קייץ חורף ועונות מעבר – בעיקר בגלל ההתחממות הגלובלית - קשה לאמוד 
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טמפרטורה מקסימלית ממוצעת בחודש יוני 2020-2023: 29.9.
טמפרטורה מקסימלית ממוצעת בחודש יוני 2024: 32.3.
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השפעת עומס חום על שיא הביקוש



אמידת שיאי ביקוש לחשמל יום קדימה על ידי שימוש  
באלגוריתמים של למידת מכונה
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סינטוז תצפיות זנבשינוי של התפלגות הקיצון

Presenter Notes
Presentation Notes
במודל זה אנו עוסקים בחיזוי שיאי ביקוש. תצפיות של שיאי ביקוש הן תצפיות חריגות שלא נמצאות בכמות מספיקה בקובץ האימון ולכן המודל עלול לחזות נמוך את ביקושן. כדי לפתור בעיה זו, ביצענו Kernel Density Estimation אשר מסנטז תצפיות חדשות וכך מוסיף עוד תצפיות חריגות ל-Train . דבר זה מסייע למודל לחזות בצורה נכונה וגבוהה גם את התצפיות החריגות. לכל אחד מסטי הנתונים הרכבנו את סינטוז התצפיות החריגות לפי התצפיות החריגות במודל שלו. כלומר, בעונת הקיץ שבה הביקוש לחשמל גבוה יותר, תצפיות חריגות הן תצפיות שלהן ביקוש לחשמל גבוה מ-15,000 ואט. לעומת זאת, תצפיות חריגות בעונת האביב הן תצפיות שביקושן לחשמל גבוה מ- 12,500 ואט. כך באמצעות הסינטוז וחילוק סטי הנתונים הצלחנו לחזות בצורה מדויקת יותר את התצפיות החריגות כלפי מעלה.
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:שיטות למידת מכונה שונות5-לצורך  החיזוי אנו עושים שימוש ב

 מודלRandom Forest  .

 מודלXGBoost  .

 מודלSVR.

 מודלMLP (Deep learning).

 מודלLSTM (Deep learning).

Presenter Notes
Presentation Notes
Random Forest -  
שיטת סיווג וחיזוי אשר במהלך אימונה, בונה מספר עצי החלטה וממזגת אותם יחד וכך מקבלת חיזוי מדויק. כל עץ החלטה במודל פועל באופן עצמאי, והתחזית הסופית מתבצעת על ידי קיבוץ תוצאות החיזוי של כל העצים.
SVR (Support Vector Regression) – 
אלגוריתם לחיזוי אשר מתמקד בהתאמת פונקצית חיזוי בתוך מרווח שגיאה מסוים (המוגדר על ידי אפסילון) הנמצא סביב הערכים החזויים. המודל פועל על ידי מציאת הhyperplane - האופטימלי המתאים ביותר לנתונים בתוך השוליים הללו, תוך מתן אפשרות לשגיאות מסוימות בתוכן. SVR יעיל, במיוחד במרחבים בעלי מימדים גבוהים, והוא מתאים למקרים שבהם ייתכן שהנתונים אינם ליניאריים ודורשים גמישות בהגדרת מרווח השגיאה המקובל.
MLP (Multilayer Perceptron) –
 מודל זה הינו סוג של רשת נוירונית המורכבת משכבות מרובות של צמתים, הכוללות שכבת קלט, שכבה נסתרת אחת או יותר ושכבת פלט. �כל צומת, למעט אלו שנמצאים בשכבת הקלט, מתפקדים כנוירונים עם פונקציות הפעלה לא ליניאריות.�לדוגמא, הפונקציות sigmoid, tanhאו ReLU. 
השכבות הנסתרות הקיימות במודל משתמשות בפונקציות הללו כדי ללכוד דפוסים מורכבים בתוך הנתונים.�בנוסף, פונקציות אלו עוזרות לרשת הנוירונית להקצות משקל משוקלל לקלטים ולמפות אותם לפלטים נוירונים.�למידת הרשת הנוירונית מתרחשת באמצעות שני שלבים. �הראשון, המידע המתקבל כקלט מעובד דרך הרשת הנוירונית ונוצרים חיזויים ראשוניים אשר משווים מול הפלטים בפועל, זאת לצורך גילוי הטעויות המתרחשות בעת החיזוי.�בשלב השני, בעת ידיעת הטעות האלגוריתם חוזר לאחור בתוך הרשת הנוירונית ומעריך מחדש את התרומה של כל נוירון ברשת לחיזוי. כך המודל מתאים באופן דינמי את משקלי הנוירונים ואת ההטיות במטרה למזער את הטעויות המתרחשות בעת החיזוי.�שלבים אלו נקראים backpropagation . 
 XGBoost (Extreme Gradient Boosting) – 
מודל המבוסס על המודליםdecision trees  ו- gradient boosting.  �המודל בונה סדרה של עצי החלטה ברצף, כאשר כל עץ חדש מתקן את השגיאות שנעשו על ידי העצים הקודמים. מודל זה, ממזער שגיאות חיזוי על ידי התאמה מחדש של המודלים הנבנים בהתבסס על תצפיות שנחזו בעבר בצורה שגויה. באמצעות טכניקות אופטימיזציה והסדרה, שואף המודל ליצור מכלול עוצמתי של עצים ולשפר את המהירות והדיוק בתחזיות עבור משימות למידת מכונה שונות.
האלגוריתם מבצע פעולות בו זמנית וכך משפר את המהירות והיעילות, הוא עושה זאת בכך שמאפשר לחלקים מסוימים באלגוריתם שיכולים לפעול באופן עצמאי לפעול במקביל, ובכך ממקסם את ניצול משאבי החישוב ומאיץ את התהליך הכולל של בניית עצי החלטה, שמהווים מרכיבים בסיסיים באלגוריתם של XGBoost. �XGBoost  משפר את המודל באמצעות ביצוע גיזום לעצים והרצת LASSO ו-Ridge , באמצעותם מבצע הפחתת משתנים,  כל אלה תורמים למניעת Over Fitting . �יתר על כן, על מנת למצוא ביעילות נקודות פיצול אופטימליות בין מערכי נתונים משוקללים מבצע המודל weighted quantile sketch שזוהי טכניקה המחשבת אחוזונים משוערים בהתחשב בערכים בפועל ובמשקלים המוקצים להם. טכניקה זו חיונית לקבלת החלטות מושכלות באלגוריתמים מבוססי עצים. �בנוסף, בכל איטרציה מבצע המודל Cross Validation . �השיפורים הקולקטיביים הללו מציבים את מודל ה-XGBoost  כאלגוריתם ברמה העליונה לנתונים מובנים, אשר צפוי לייצר תחזיות מדויקות ביותר.
LSTM – 
Long Short Term Memory Networks או בקיצור LSTM הינן סוג מיוחד של רשתות עצביות חוזרות RNNs)) אשר נועדו להתמודד עם תלות ארוכת טווח בנתונים. לרשתות ארכיטקטורה מורכבת בעלת תאי זיכרון מיוחדים המסייעת להן לשמור על מידע לאורך תקופות זמן ממושכות. דבר זה הופך אותן ליעילות ביותר במשימות שונות. �בעוד שרשתותRNN  עוקבות אחר מבנה דמוי שרשרת עם מודולי רשת נוירונים חוזרים, ל-LSTM  יש מבנה ייחודי הכולל ארבע שכבות  הנקראות  Forget gate , Input Gate,  Candidate memoryו- Output Gate. השכבות מקיימות אינטראקציה ומתמקדות בוויסות זרימת המידע דרך מצב המכונה 'Cell State'. מצב זה פועל כמעין מסוע, המאפשר זרימת מידע קלה תוך שילוב מנגנוני ה- ‘Gates' אשר תפקידם לנהל מידע חדש שנכנס תוך שמירה על המידע הקיים. כל Gate מורכב משכבת רשת עצבית "Sigmoid" או "tanh" המווסתת את זרימת המידע על סמך הרלוונטיות שלו ומטפלת במשימות כמו שכחת מידע מיושן ואחסון נתונים חדשים בעלי חשיבות לחיזוי. פעולות אלו גורמות למודל ה-LSTM להצטיין במשימות כמו עיבוד שפה טבעית וזיהוי דיבור.  

על מנת לאפשר ל-LSTM לחזות בצורה טובה יותר, הוספנו משתני זמן למודל שלנו �הכוללים את השנה, החודש, היום בחודש והיום בשבוע של כל תצפית.
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חורף טמפ. נמוכות מובילות לערכים גבוהים יותר ולכן אנו מתחילים ברבעון השלישי עבור ערך טמפ. נמוך.
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תוצאות



Measures RF MLP SVR XGB LSTM Mean
Weighted 
prediction

APE 2.27% 2.33% 2.23% 2.37% 2.65% 2.10% 2.07%

Adjusted MAPE 1.18% 1.22% 1.16% 1.26% 1.46% 1.09% 1.07%

Threshold Rate
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%
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%
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%
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%
18.78

%
9.85% 8.94%
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Threshold Rate

18.02
%
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%
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%

21.16
%

27.09
%

16.69% 14.94%

תוצאות באמצעות מדדי הדיוק השונים

Presenter Notes
Presentation Notes

- APE (Absolute Percentage Error) מדד המכמת את אחוז השגיאה האבסולוטי בין הערך הצפוי לערך הנצפה. �ערך נמוך של APE  מעיד על דיוק גבוה בתחזית, בעוד ערך גבוה מצביע על שגיאה משמעותית יותר.�
Adjusted MAPE- מדד זה הינו MAPE מותאם לצורכי מערכת החשמל, בו ניתן משקל שונה לשגיאה החצי שעתית הממוצעת. משקל גבוה לסטייה (ענישה) מתקבל בשעות בהן הצריכה גבוהה ובשעות בהן ייצור ה-PV  קטן מאוד אך ביקושי החשמל עדיין גבוהים (21:00 – 17:00). שעות אלו מקבלות את המשקל המקסימלי בין 0.85 למשקל שקיבלו בהתאם למרחק משיא הביקוש. בנוסף, העלות של תחזית נמוכה מהביקוש בפועל (אמידת חסר) גבוהה מהעלות של תחזית גבוהה מהביקוש בפועל (אמידת יתר) ולכן בימים בהם יש אמידת חסר הגדלנו את ערך השגיאה  ב-10%.�
Threshold Rate – מדד זה הינו ממוצע כמות הפעמים בו כל תחזית מבין 48 חצאי השעות היומיות סוטה מעבר ל-500 מגה-וואט, הספק ממוצע של תחנת כח, ביחס לערך האמיתי בנקודת הזמן הנבחנת. המדד מחושב בעזרת אינידקטור (𝐼) המקבל את הערך 1 אם הפער בין התחזית לביקוש בפועל עולה על 500 מגה-וואט ו- 0 אחרת.�
Adjusted Threshold Rate – מדד זה הינו התאמה של מדד Threshold Rate  לשיא הביקוש המחושב על פי ממוצע כמות הפעמים בו כל תחזית מבין 48 חצאי השעות היומיות סוטה מעבר ל-500 מגה-וואט ביחס לערך שיא הביקוש ביום מסוים. 
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תודה על ההקשבה
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–המתקפה האירנית
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מחצית

אירועים חיצוניים



מדדי דיוק
•- APE (Absolute Percentage Error)  מדד לדיוק תחזיות שנועד למדוד את אחוז השגיאה האבסולוטי בין הערך

.בעוד ערך גבוה מצביע על שגיאה משמעותית יותר, מעיד על דיוק גבוה בתחזיתAPEערך נמוך של . הצפוי לערך הנצפה

•Adjusted MAPE- מדד זה הינוMAPEבו ניתן משקל שונה לשגיאה החצי שעתית  , מותאם לצורכי מערכת החשמל

קטן מאוד אך ביקושי  PV-מתקבל בשעות בהן הצריכה גבוהה ובשעות בהן ייצור ה) ענישה(משקל גבוה לסטייה . הממוצעת

למשקל שקיבלו בהתאם  0.85שעות אלו מקבלות את המשקל המקסימלי בין ). 17:00–21:00(החשמל עדיין גבוהים 

גבוהה מהעלות של תחזית גבוהה  ) אמידת חסר(העלות של תחזית נמוכה מהביקוש בפועל , בנוסף. למרחק משיא הביקוש

ולכן בימים בהם יש אמידת חסר הגדלנו את ערך השגיאה) אמידת יתר(מהביקוש בפועל 

.10%-ב

•Threshold Rate – חצאי השעות היומיות סוטה מעבר ל48מדד זה הינו ממוצע כמות הפעמים בו כל תחזית מבין-

המדד מחושב בעזרת אינידקטור  . ביחס לערך האמיתי בנקודת הזמן הנבחנת, הספק ממוצע של תחנת כח, וואט-מגה500

)𝐼𝐼 ( כפי שמתואר במשוואה , אחרת0-וואט ו-מגה500אם הפער בין התחזית לביקוש בפועל עולה על 1המקבל את הערך

.5מספר 

•Adjusted Threshold Rate – מדד זה הינו התאמה של מדדThreshold Rate  לשיא הביקוש המחושב על פי

וואט ביחס לערך שיא הביקוש  -מגה500-חצאי השעות היומיות סוטה מעבר ל48ממוצע כמות הפעמים בו כל תחזית מבין 

.  6המדד מתואר במשוואה מספר . ביום מסוים
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